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OZETCE

Coklu érnekle égrenme (COO) (multiple instance learning),
geleneksel tekil drnek simflandirmasindan  ziyade ¢oklu
orneklerden olusan torbalarin siniflandirilmasimt esas alan
yeni bir 6grenme paradigmasidir. COO baglaminda bir torba
sadece negatif orneklerden olusuyor ise negatif olarak
etiketlenirken; bir torbanin pozitif olarak etiketlenmesinin yolu
torbamin en az bir pozitif drnek icermesidir. Bu dgrenme
yaklasimi, protein/metin/goriintii siiflandirmasi ve nesne
tanmima gibi oziinde belirsizlik igeren bir ¢ok oriintii tanima ve
bilgisayarla gorme probleminin modellenmesi igin dogal bir
yapt olusturmakta ve bu tiir problemler igin tekil ornekle
ogrenme (TOO) yontemlerine kiyasla daha basarili sonuglar
vermektedir. COO icin onerilen genel yaklasimlardan biri
verilen bir COO problemini bir TOO problemine déniistiirerek
¢ozmektir. Bu doniigiim temelde egitme swrasinda kullanilan
torbalardan bazi belirli orneklerin se¢imine dayanmaktadir.
Bu grup ¢calismalar arasindaki ana fark bu érnek se¢me islemi
icin farklh farkli yontemler onermis olmalaridir. Bu ¢alisma
kapsaminda bu tarz bir COO yontemi olan MILIS algoritmasi
ele alinmis ve bu algoritma igin farkl bir ornek se¢me yontemi
onerilmistir. Standart COO veri kiimeleri iizerinde elde
ettigimiz sonuglar bu yeni yontemin ashindan daha iyi sonuglar
verebildigini gostermektedir.

ABSTRACT

Multiple instance learning (MIL) is a new paradigm in
machine learning that deals with classification of bags of
instances, as opposed to the traditional view that aims at
learning from single instances. In a typical MIL setting, a
negative bag is composed of only negative instances. On the
other hand, a bag is considered positive if it contains at least
one positive instance. This learning approach provides a
natural way of modeling several pattern recognition and
computer vision problems, e.g. protein, document and image
classification and object recognition, which inherently require
learning under ambiguity. In many cases, MIL approaches
performs better than the standard single instance learning
(SIL) methods. One of the general approaches to MIL is to
transform a given MIL problem into a corresponding SIL
problem. This transformation is mainly done with selecting a
set of representative instances from the training bags, and
these group of studies basically differ from each other on how
they perform this instance selection step. In this study, we
revisit such a MIL approach called MILIS with a different
instance selection mechanism. The experimental results show
that the proposed approach performs better on MIL benchmark
data sets as compared to the original algorithm.

978-1-4673-0056-8/12/$26.00 ©2012 IEEE

1. GIRIiS

Tekil 6rnekle 6grenme (TOO) olarak adlandirilabilecegimiz
geleneksel gozetimli 6grenmede 6grenme, 6rnek/etiket ikilileri
iizerinden yapilirken; amag verilen yeni bir drnegin etiketinin
en dogru bicimde tahmin edilmesidir (Sekil 1(a)). Ancak,
ozellikle dogasi geregi belirsizlik igeren bazi Ogrenme
problemlerinde bu 6rnek/etiket eslestirmesini yapmak ya ¢ok
zor ya da bazi durumlarda imkansizdir. Bu baglamda, ¢oklu
ornekle ogrenme (COO)[S], gozetimli Ogrenme alaninda
Onerilmis yeni bir paradigma olarak Ornekler yerine torba
olarak adlandirilan &rnek kiimelerinin  smiflandirilmasini
amagclar. Diger bir ifadeyle, COO’de 6grenme oOrnek/etiket
ikilileri yerine torba/etiket ikilileri tizerinden
gergeklestirilmektedir (Sekil 1 (b)).

Tipik COO formiilasyonunda bir torba sadece negatif
orneklerden olusuyor ise negatif, en az bir pozitif &rnek
igeriyor ise pozitif olarak etiketlenmektedir. Pozitif torbalarin
bu sekilde tanimlanmas: verideki belirsizligi isaret eder ve
istesinden gelinmeye c¢aligilan en Onemli faktordiir. Pozitif
torbalardaki negatif 6rneklerin sayisinda bir sinir olmamast, bu
torbalardaki pozitif olan Orneklerin ayiklanmasini ve
O6grenmenin buna gore gergeklestirilmesini zorlagtirir.

COO problemlerini ¢6zmek igin literatiirde birgok
yaklasim onerilmistir. Onerilen bu yaklasimlar temel olarak
uretici  (generative) veya aywt edici (discriminative)
yaklagimlar olarak iki grupta toplanabilir. Uretici yaklagimda
hedef kavram, 6rnek 6znitelik uzayinda tiim pozitif drnekleri
kapsayan ama ayni zamanda negatif torbalardaki drneklerden
olabildigince uzak olan bir bolge ile temsil edilir. Dietterich,
Lathrop ve Lozano-Perez [5], bu bdlgeyi yiiksek paralel
cksenli dikdortgenler kullanarak bulmaya caligmiglardir.
Maron ve Lozano-Perez [9] ise bu bdlgeyi yiiksek yogunluklu
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Sekil 1: Yapay 6grenme paradigmalari. (a) Geleneksel tekil
ormekle 6grenme (b) Coklu 6rnekle dgrenme.



(diverse density-DD) pozitif 6rneklerin temsil ettigini ileri
stirmiislerdir. Bu yontem EM-DD [11] ve GEM-DD [10] ile
daha da gelistirilmistir. Tkinci tiir yaklagimi temsil eden ayirt
edici COO yaklagimlar1 ise klasik gbzetimli &grenme
yontemlerini COO ortamina uyarlamay1 hedefler. Bu gruptaki
metodlardan  baglicalart  MI-SVM, miSVM[1], DD-
SVM[3]'dir.

Belli bir grup ayirt edici algoritma, verilen bir COO
problemini kargilik gelen bir TOO problemine doniistiirerek
¢ozmeye calisir (Sekil 2). Bu grup yontemlere DD-SVM[3],
MILES[4], MILD[8], MILIS[7] ve MILDS[6]1 &rnek
verebiliriz. Bu algoritmalarin izledigi genel yol, egitim
esnasinda torbalardan bazi belirleyici Ornekler segmek ve
secilen bu 6rnek kiimesini kullanarak torba seviyesinde bir
gomiilme wuzayr (embedding space) olusturmaktir. Bu
yontemleri birbirinden ayiran en 6nemli nokta, bu belirleyici
orneklerin nasil se¢ildigidir. Bu se¢gme isleminin ardindan her
torba bir gomiilme uzayma tasinabildiginden bu uzayda
TOO’ye dayah standart simflandiricilar egitmek miimkiin
olmaktadir.

DD-SVM[3], bu ornek se¢imini yiiksek yogunluk
fonksiyonuna dayali olarak gergeklestirirken MILES[4]’da ise
ornek se¢imi agik¢a yapilmaz. Onun yerine yazarlar, torba
seviyesindeki gOmiilme wuzaymni, bir torbanin egitim
torbalarindaki  biitin  orneklere olan uzakligma gore
olusturmuglardir. Burada Ornek se¢imi, destek vektor
makinelerinin (DVM) (support vector machines) egitimi
asamasina kaydirilmis ve olusturulan ¢ok yiiksek boyutlu
gomiilme wuzayr izerinde Ortiili olarak yapilmaktadir.
MILIS[7], MILD[8], MILDS[6]’de ise pozitif ve negatif
torbalardan belirleyici 6rnekleri daha dogru se¢mek i¢in daha
etkin yollar onerilmistir. MILIS[7], negatif 6rnek simifini
egitim asamasindaki negatif torbalardaki drneklerden ¢ekirdek
yogunluk kestirimi (CYK) (kernel density estimation — KDE)
kullanarak modellemeyi ve Ornek secimini buna gore
gergeklestirmeyi Onermistir. MILD[8]’de ise Onerilen 6rnek
se¢imi Bayes¢i bir yonteme dayanmaktadir. MILDS[6]’de ise
belirleyici 6rneklerin se¢imi Obeklemeye dayali bir yaklasim
kullanarak gerceklestirilmektedir.

Bu caligmada MILIS yontemi farkli bir 6rnek se¢me
stratejisi ile yeniden ele alinmigtir. Burada amaglanan yine
CYK’ye dayanan ancak negatif torbalardan se¢ilen 6rneklerin
daha belirleyici oldugu bir se¢im ger¢eklestirmektir.
Makalenin geri kalani su sekilde diizenlenmistir: Boliim 2’de
MILIS’in orjinal rnek segme stratejisi ve ilgili COO yontemi
Ozetlenmistir. Boliim 3’de MILIS’in 6rnek se¢me stratejisine
alternatif olarak onerilen yeni segme stratejisi anlatilmaktadir.
Bolim 4°de ise standard veri kiimeleri iizerinde yapilan
deneylerin sonuglari verilmistir.

2. MILIS ALGORITMASINA GENEL BAKIS

Makalede kullanilan matematiksel gosterimler su sekildedir:

hd Bi = {xil,...,xij,...

*  Xx;: i’ninci torbadaki j’ninci drnek,

e y; €{+1,—1}: i’ninci torbanin etiketi,

e B™:pozitif torba,

*  BT7:negatif torba,

* B={Bf,..,Bjh+ Bi,..,Bp-}: m* sayidaki pozitif ve
m~ sayidaki negatif torbadan olusan egitim kiimesi.

, Xim,}: 1°ninci drnek torbasi,

Burada dikkat ¢ekmek gerekir ki her torba farkli sayida 6rnek
igerebilmektedir.
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Sekil 2: Bir COO problemininin belirleyici drnek se¢imine
dayal1 olarak ilgili bir TOO problemine doniistiiriilmesi.

MILIS yontemi belirleyici 6rnek segimi ve siiflandirict
egitimi olarak iki agsamadan olusur. Birinci asama, egitim
kiimesindeki her negatif torbadan en negatif 6rnegin ve her
pozitif torbadan da en az negatif (yani, en yiiksek pozitif)
ornegin se¢ilmesini amaclamaktadir. Tanim geregi bir negatif
torbadaki biitiin ornekler negatif kabul edildigi i¢in MILIS,
negatif sinifi negatif torbalardaki tiim Ornekler iizerinden
CYK’ne dayali olarak modellemeyi dnermistir:

f@) = s S S e (Bl =g ()
(Z: normalizasyon faktorii, §: 6l¢ek parametresi)

Boylece negatif bir torbadan secilen belirleyici 6rnek, bu
modele gore negatif smifa ait olma olasilig1 en yiiksek olan

ornege (en negatif 6rnek) karsilik gelmektedir:
X; = argmaxy, ep- f(xi) 2

Diger yandan tanim geregi pozitif torbalar hem negatif
hem de pozitif 6rnekler igerebildigi i¢in burada en belirleyici
pozitif 6rnegi bulmak zordur. Burada MILIS’in tercih ettigi
yol, en dogru pozitif Ornegi yine Ogrenilen olasiliksal
modelden faydanarak belirlemektir. Pozitif bir torbadan
secilen ornek, 6grenilen modele gore negatif sinifa ait olma
olasilig1 en diisiik olan drnege (yani en yiiksek pozitif drnege)
karsilik gelmektedir:

xf = argminy g+ f (i) 3)

Negatif ve pozitif torbalardan yukarida anlatilan sekilde
belirleyici rnekler segildikten sonra bu érnek kiimesi COO
problemini ilgili bir TOO problemine déniistirmek amaciyla
benzerlige dayali bir gémiilme uzay1 olusturmada kullanilir.
Bunun i¢in bir torbanin belirleyici bir 6rnege olan uzakligini
hesaplayan bir fonksiyona ihtiya¢ vardir. MILIS, bu amagla
asagida tanimi verilen Hausdorff uzakligini kullanmay:
Onermigtir (Sekil 3):

d(By,x) = miny ep,|[x;; — x||° @)

Bu uzakliga dayanan torba diizeyinde bir gdémiilme
fonksiyonu, verilen bir torbanin segilmis olan 6rneklere olan
benzerlikleri iizerinden asagidaki sekilde tanimlanabilir:

9(B) = [s(B,x1), ..., s(B,x;-),s(B,x{), ..., s(B, x)|  (5)
s(B,x) = exp (—fd(B,x)) 6)

d(Bil X)

Sekil 3: Bir torbanin bir belirleyici 6rnege olan uzakligimin
Hausdorff uzakligia dayal1 gosterimi.



Bu gomiilme fonksiyonu sayesinde COO problemi ilgili
bir TOO problemine indirgenebilmekte ve bu gdmiilme
uzayinda standart bir siniflandiric1 egitilebilmektedir. MILIS
algoritmasi, hesaplama avantaji ve dogrusal olmayan veri
ayristirmadaki basarisindan dolay:r smiflandirici olarak L,-
norm dogrusal DVM kullanmistir. Her ne kadar bu galisma
kapsaminda incelenmemis olsa da MILIS ydntemi
smiflandirma basarist arttirmak i¢in segilen belirleyici 6rnek
kiimesi lizerinde bir giincelleme islemi de Gnermistir.

3. med-MILIS ALGORITMASI

Bu Dbolimde med-MILIS olarak adlandirilan  MILIS
algoritmasinin bir varyasyonu Onerilmektedir. Bir onceki
bolimde ozetlendigi lizere MILIS, egitim sirasinda saglanan
torbalardan belirleyici 6rnek segiminde CYK tabanli bir model
kullanmaktadir. Gomiilmeyi olusturmak icin kullanilan negatif
ornekler, negatif egitim torbalarindaki en negatif &rnekler
olarak belirlenmektedir (Denklem 2). Bu varsayim yanlis
olmamakla beraber, ozellikle ¢ok bigimli (multimodal)
dagilimlar i¢in ¢ogunlukla baskin modlara yakin 6rneklerin
secilmesiyle sonuglanabilir ve bu da gercek dagilimin eksik bir
bi¢imde temsil edilmesi sonucunu dogurabilir.

Bu calismada bu yukarida deginilen olumsuz durumu
ortadan kaldirmak ve daha dogru bir gémiilme yaratmak adma
negatif torbalardan 6rnek secerken en negatif 6rnegi almak
yerine negatif sinifa ait olma olasilik degerleri siralandiginda
%50’ninci sirada yer alan (medyan) drnegi almak Onerilmistir.
Yani, CYK modeline gore bir negatif torbadaki en belirleyici
ornek su sekilde tanimlanmigtir:

x; = arg K ep f(xi)) ™)
( CK,E’ElA: f deger kiimesindeki degerler kiigiikten biiyiige
siralandiginda %c’inci deger)

Yukarida deginilen ortaya ¢ikabilecek olumsuzluk
MILIS’de sadece segilen negatif Ornekler ic¢in gegerli
oldugundan pozitif torbalardan belirleyici 6rnek segiminde bir
degisiklige gidilmemis, bu amagla yine Denklem 3
kullanilmastir.

Yeni 6nerilen bu 6rnek segme yonteminin orjinaline gére
avantajini gostermek adma Sekil 4(a)’da gosterilen sentetik
olarak yaratilmis iki boyutlu veri kiimesini ele alalim. Bu basit
veri kiimesi, herbiri 8 ila 10 6rnek igeren 8 pozitif ve 8 negatif
torbadan olusmakta ve torbalardaki Ornekler su bes Gauss
dagilimmin birinden gelmektedir: N([4,8]7,1), N([0,4]7,1),
N([-1,12]",1),N([-4,-2]",1) ve N([6,2]",I) ( I: birim
matris). Eger bir torba ilk iki dagilimin birinden gelen en az

bir ornek igeriyorsa pozitif, 6biir durumda ise negatif olarak
etiketlenmistir. Buna gore Sekil 4(a)’da pozitif ve negatif
ornekler sirasiyla ‘X’ ve ‘O’ sembolleriyle isaretlenmistir.
Buna ek olarak pozitif torbalardaki ornekler kirmizi, negatif
torbalardakiler ise mavi renkle ¢izilmistir. Bu veri kiimesi
iizerinde MILIS’in sectigi Ornekler Sekil 4(b)’de, Onerilen
med-MILIS yonteminin se¢gme sonucu ise Sekil 4(c)’de
gosterilmektedir. Goriilebilecegi iizere MILIS algoritmasi,
negatif belirleyici drnekleri baskin bir ¢ogunlukla doérdiincii
dagilimdan (baskin mod) secgerken, med-MILIS ise &rnek
secimini negatif smifi tanimlayan tim dagilimlardan daha
dengeli bir sekilde ger¢eklesmistir.

Belirleyici 6rnekler yukarida anlatildigi gibi secildikten
sonra orjinal formiilasyonda oldugu gibi torba diizeyinde
tanimlanan bir gomiilme fonksiyonu su sekilde verilebilir:

9'(B) = [s(B,%D), w0, S(B, X-), (B, x), w0 S(Bxp )] (9)

Bunun ardindan Bélim 2’de anlatildigi gibi COO
problemi ilgili bir TOO problemine indirgenerek; bu gémiilme
uzaymnda yine bir L,—norm dogrusal DVM egitmek yoluyla
¢oziilebilir.

4. DENEY SONUCLARI

Bu ¢alismada 6nerilen 6rnek segme yonteminin siniflandirma
basaris1 iizerindeki etkisini 6lgmek igin literatiirde g¢okca
kullanilan bes COO veri kiimesinden (Muskl, Musk2 [5] ve
Elephant, Tiger, Fox [1]) faydalanilmistir. Muskl ve Musk?2
veri kiimelerindeki amag, ilag etkinliginin yapisal bilgiye
dayali 6grenilmesidir. Bu iki veri kiimesinde her torba bir ilag
molekiiliine karsilik gelirken; torbalar ilgili molekiiliin farkli
yapisal hallerini temsil eden &rnekleri igermektedir (Sekil 5).
Elephant, Fox ve Tiger veri kiimelerinde ise verilen bir
goriintiiniin herhangi bir nesne smifindan (fil, tilki ve kaplan)
bir 6rnegi igerip igermedigi tahmin edilmeye ¢aligilir. Burada
ise her goriintii bir torbaya karsilik gelirken; torbadaki
ornekler de goriintii {izerinde bir boliitleme algoritmasi
calistirilarak elde edilen alanlara karsilik gelmektedir(Sekil 6).
Deneylerde kullanilan bu veri kiimeleri ile ilgili detaylar Tablo
1’de dzetlenmistir.

Gergeklestirilen deneylerde orjinal ve yeni Onerilen
ornek segme yontemlerince olusturulan gémiilme uzaylarinda
DVM egitimi i¢gin LIBSVM [2] paketi kullanilmigtir. MILIS
algoritmas1 ve Onerilen eklentiye sahip hali toplamda iki
parametreye sahiptir: DVM diizgiinlestirme parametresi C’ye
ek olarak bir de 6lgek parametresi  vardir. Her bir deney i¢in
bu iki parametrenin en iyi degerleri her yontem igin {27'°, 2%,
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Sekil 4: Belirleyici 6rneklerin se¢imi (a) Sentetik veri kiimesi. (b) MILIS yonteminin

se¢me sonucu. Torbalardan segilen 6rnekler kare igine alinmustir.

se¢me sonucu (c¢) med-MILIS yonteminin



(b)
Sekil 5: (a) Musk molekiillerinden 6rnekler (b) Molekiillerin
cokbicimliligine dair bir 6rnek ([1]’dan alinmustir).

Sil 6: Elephant ve Tiger veri kiimelerinde bulunan
goriintiilerden bazi 6rnekler ([6]’dan alinmistir).

o 2% ve p x{0.05, 0.10, ..., 0.95, 1.00} (u: egitim
kiimesindeki ornekler arasindaki ortalama uzaklik) deger
kiimeleri lizerinden S5-kat capraz onaylama (5-fold cross-
validation) kullanilarak belirlenmistir.

Elde edilen smiflandirma bagari degerleri Tablo 2’de
verilmistir. Bu deneysel analiz i¢in COO algoritmalarin test
edilmesinde standart olarak kullanilan 10 defa 10-kat ¢apraz
onaylama kullanilmistir. Yani rapor edilen degerler her
birinde 10-kat capraz onaylamanin kullanildigi 10 ¢alisma
iizerinden alman ortalama siniflandirma basarilarini
gostermektedir. Bu elde ettigimiz sonuglar, bu g¢alismada
onerilen med-MILIS yonteminin orjinal MILIS yoéntemine
kiyasla ¢ok daha iyi sonuglar verebildigini gostermektedir. Bu
medyan hesabina dayali belirleyici 6rnek se¢iminin daha
basarili bir gdmiilii uzay yarattigini isaret etmektedir.

5. SONUCLAR

Bu makalede MILIS ¢oklu 6rnekle 6grenme algoritmast yeni
bir drnek segme stratejisi ile yeniden ele alimistir. Onerilen
yeni strateji negatif torbalardan en negatif 6rnegi almak yerine
medyan Ornegi almak iizerine kurulmustur. Bu yeni strateji
orjinaline kiyasla negatif smifi daha dogru temsil eden
belirleyici drnekler segmeye olanak saglamaktadir. Standart
COO veri kiimeleri iizerinde gergeklestirilen deneyler bu yeni
yontemin orjinaline gore daha bagarili sonuglar verdigini
ortaya koymaktadir. Elde edilen sonuglar 6rnek se¢gmenin
smiflandirici  basarisindaki  6nemini gostermekte ve bu
konunun {izerinde daha ¢ok calisilmasi gerektigini isaret
etmektedir. Son olarak belirtmek isteriz ki bu g¢aligmada
smiflandirict egitimi sirasinda orjinal MILIS makalesinde
Onerilen 6rnek kiimesi giincelleme iglemi disarida birakilmisg
ve ilk secilen Ornek kiimesi her iki yontem igin de sabit
tutulmustur. Onerilen belirleyici 6rnek segme ydnteminin bu
giincelleme iglemiyle birlestirildigindeki basarisi daha sonra
incelenecektir. Gilincelleme islemi, ilk segilen kiimeye direkt
bagli oldugundan bu durumda da orjinal yonteme oranla daha
iyi sonuglar elde edilebilecegi diisiiniilmektedir.

Tablo 1: Deneylerde kullanilan COO veri kiimeleri

Torba sayilari Ortalama
Veri (pozitif/negatif) torba Oznitelik
kiimesi biyiikligii boyutu
Muskl 47/45 5.17 166
Musk2 39/63 64.69 166
Elephant 100/100 6.96 230
Fox 100/100 6.60 230
Tiger 100/100 6.10 230
Tablo 2: Smiflandirma Sonuglari
Veri Algoritma
kiimesi MILIS [ med-MILIS
Muskl 83.5 86.9
Musk2 89.4 89.4
Fox 61.5 63.0
Elephant 83.8 84.2
Tiger 79.9 82.0
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