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?Yaprak sarma: 0,564 
Pekin ördeği: 0,384 
Biftek: 0,014 
Baklava: 0,011 



PFID: Pittsburgh Fast-Food Image Dataset 
(Chen vd., 2009)

• 4.545 görüntü
• 7 yemek sınıfı

• SIFT öznitelikleri
• Destek Vektör makinesi

(Support vector 
machine – SVM)
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ABSTRACT

We introduce the first visual dataset of fast foods with a total of 
4,545 still images, 606 stereo pairs, 303 3600 videos for structure 
from motion, and 27 privacy-preserving videos of eating events of 
volunteers. This work was motivated by research on fast food 
recognition for dietary assessment. The data was collected by 
obtaining three instances of 101 foods from 11 popular fast food 
chains, and capturing images and videos in both restaurant 
conditions and a controlled lab setting. We benchmark the dataset 
using two standard approaches, color histogram and bag of SIFT 
features in conjunction with a discriminative classifier. Our dataset 
and the benchmarks are designed to stimulate research in this area 
and will be released freely to the research community. 

Index Terms— Food image dataset, object recognition

1. INTRODUCTION 

Image datasets are a prerequisite to visual object recognition 
research such as object modeling, detection, classification, and 
recognition. In fact, publicly available data collection and 
evaluation play a vital role in the development of automated object 
recognition technologies. The research community has developed 
both general- and specific-purpose datasets.  The former contains a 
variety of objects and is primarily designed to support category-
level object recognition research (e.g., the TU Darmstadt Dataset 
[1], Caltech 101 [3], Caltech 256 [13], the VOC2005 [4], and 
VOC2008 [5]). By providing standardized data on which 
researchers can train and test their algorithms, such datasets have 
made it possible to compare different approaches for object 
category recognition, and algorithm development has been spurred 
by large-scale competitions such as the PASCAL VOC 2008 
object recognition challenge. Specific purpose image datasets, on 
the other hand, typically serve to accelerate research in a particular 
area. For instance, the face recognition community has benefited 
from a series of U.S. Government funded technology development 
efforts and evaluation cycles, beginning with the Facial 
Recognition Technology (FERET) program in 1993 [6]. The 
evaluations have documented two orders of magnitude 
improvement in performance from the start of the FERET program 
through the Face Recognition Vendor Test (FRVT) in 2006. In this 
effort, our intent is to stimulate research in automated food 
recognition by providing the research community with a 
comprehensive, public dataset of common fast food items acquired 
under both controlled and natural conditions. 

Currently, there is no public dataset dedicated to automated 
visual food recognition. Automated food recognition is a key 
technology for measuring dietary and supplement intake in obesity 
study and treatment. Accurate and passive acquisition of dietary  
data from free-living individuals is essential for a better   

Figure 1: Examples from the Pittsburgh Fast-Food Image Dataset. 

understanding of the etiology of obesity and the development of 
effective weight management programs. Currently, self-reporting 
is the main method for data acquisition. Despite its wide 
application through the use of questionnaires and structured 
interviews, numerous studies have revealed that data obtained by 
self-reporting seriously underestimate food intake, and thus do not 
accurately reflect the habitual behavior of individuals in real life. 
Our previous research [2,7,8] has proposed the use of computer 
vision to improve the accuracy of food intake reporting. 

This paper presents the Pittsburgh Fast-food Image Dataset 
(PFID) (Figure 1), a collection of visual data to facilitate research 
in automated food recognition. PFID contains data of 101 fast food 
acquired in both restaurant environments and laboratory settings. It 
offers still images, video, and stereo images to support different 
algorithm developments and evaluations. We provide baseline 
evaluation results on food recognition. The dataset and evaluations 
are freely available to the public at http://pfid.intel-research.net.

2. DATA COLLECTION 

We focus on fast food because it is standardized in terms of 
ingredients and preparation, and is seen as key to obesity research. 
2.1. Select fast food chains  
We identified eleven popular fast food chains, most of which are in 
USDA Food and Nutrient Database for Dietary Studies [14] and 
National Nutrient Databases. We selected 101 different foods from 
these chains including burgers, pizza, burgers, salads, etc. 
2.2. Collection protocol and equipment 
We collected three instances of each food item, which were 
purchased on different dates from the same restaurant or at 
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Food Recognition Using Statistics of Pairwise 
Local Features (Yang vd., 2010)

• Yerel öznitelikler
üzerinden yemek
bileşenlerinin ikili
ilişkilerini kodlayan bir
temsil

• PFID veri kümesi

• SVM

4



Food-101 -- Mining Discriminative Components 
with Random Forests (Bossard vd., 2014)

• 101K görüntü, 101 yemek sınıfı

• Rastgele Orman (Random Forest)
• Derin Evrişimsel Sinir Ağı (Deep Convolutional Network)

− AlexNet (Krizhevsky, 2012) 
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Menu-match: Restaurant-specific food logging 
from images (Beijbom vd., 2015)
• 646 görüntü, 41 kategoriden

1386 etiket
−Çin lokantası
−İtalyan restorantı
−Çorbacı

• Kalori değerleri

• Yakın restorantların menüleri
(GPS bilgisi)

• {HOG,SIFT,LBP}+SVM
• Kategori ve kalori tahmini
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Im2calories: towards an automated mobile 
vision food diary (Myers vd., 2015)
• Food201 verikümesi
−23 restorant
−2517 yemek bileşeni
−201 kategori

• Derin evrişimsel sinir ağı
• Anlamsal bölütleme

(Cordeiro vd., 2015)
• Derinlik kestirimi (Eigen ve

Fergus, 2014)
• Kalori hesabı
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Bir şey farkettiniz mi?
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Food-101 veri kümesi (Bossard vd., 2014)

• 101 yemek sınıfı
• Her yemek sınıfı için 1000 görüntü
• Sadece 1 Türk yemeği: baklava
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UNICT-FD889 veri kümesi (Farinella vd., 2014)
• 889 farklı yemek için 3583 yemek görüntüsü
• Türk yemeği bulunmamaktadır.
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Food-5K veri kümesi (Singla vd., 2016)

• 5.000 görüntü (2.500 yemek ve 
2.500 yemek olmayan)

• İkili sınıflandırma: yemek veya 
yemek değil
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their work and a pre-trained model was fine-tuned on Food-
101. The resulting model has a top-1 accuracy of 79% on
Food-101 test set.

3. CONVOLUTIONAL NEURAL NETWORK
Over the last few years, due to the advancements in the

deep learning, especially in the convolutional neural net-
works, the accuracy in identifying and recognizing images
has been increased drastically. This is not only because
larger datasets but also new algorithms and improved deep
architectures [24]. Convolutional Neural Network (CNN) is
also known as LeNet due to its inventor [25]. CNN mainly
comprises convolutional layers, pooling layers and sub-sampling
layers followed by fully-connected layers. The very first ar-
chitecture of CNN [7] takes an input image and applies con-
volution followed by sub-sampling. After two such computa-
tions, the data is fed into the fully connected neural network,
where it performs the classification task [7]. The main ad-
vantage of CNN is the ability to learn the high-level e�cient
features and in addition to that, it is robust against small
rotations and shifts.

Significant progress has been made on this basic design
of CNN and it has been extended by increasing the num-
ber of layers [26], size of layers [27] and better activation
function, e.g., ReLU [28] to yield the best results on various
challenges related to object classification, recognition and
computer vision.

In this paper, we use GoogLeNet model, which was devel-
oped recently based on deep convolutional neural network,
in order to classify food/non-food images and then recognize
the food images as one of the 11 categories defined in 4.2.
GoogLeNet is an e�cient deep neural network architecture,
which has a new level of organization called“Inception Mod-
ule”. It consists of convolutions and maxpooling operation
and there are nine such modules in GoogLeNet architec-
ture. Fully-connected layers are being replaced with paral-
lel convolutions that operate on the same input layer. The
1⇥1 convolutions at the bottom of the module reduce the
number of inputs and hence decreases the computation cost
dramatically. It also captures the correlated features of an
input image in the same region. Where as, image patterns
are responded by 3⇥3 and 5⇥5 convolutions at larger scales.
Feature maps which are being produced by all the convolu-
tions are concatenated to form the output [24]. GoogLeNet
uses 12 times fewer parameters than [28] which was the win-
ning architecture in ImageNet Large Scale Visual Recogni-
tion Challenge (ILSVRC) 2012 and also performs signifi-
cantly better in terms of accuracy [24].

4. DATASET
We have created two image datasets, named Food-5K

and Food-11, used for the experiments on food/non-food
classification and category recognition respectively. Both
datasets are split into three subsets, for the purpose of train-
ing, validation and evaluation respectively1. In addition,
another dataset created by [9] was used in our experiments
to evaluate the performance of our model on food/non-food
classification. Descriptions of all the datasets are given be-
low.

1The datasets are publicly accessible in http://mmspg.epfl.
ch/food-image-datasets.

Food images Non-food images

Figure 1: Example images of Food-5K dataset.

4.1 Dataset 1: Food-5K
Food-5K contains 2,500 food images and 2,500 non-food

images, resulting in a total of 5,000 images. The food images
were selected from already existing and publicly available
food image datasets, including Food-101 [17], UEC-FOOD-
100 [20] and UEC-FOOD-256 [22]. The food images were
selected in such a way that they could cover a wide variety
of food items. This could help to train a strong classifier
that can detect food images with a wide variety. In ad-
dition, images containing other objects or people in which
food is not even the main target are also considered as food
image. Every image was visually inspected by us such that
it is distinguishable by a human observer in terms of its
belongingness to one of the two classes: food and non-food.
For non-food images, we randomly selected 2,500 from

existing image datasets consisting of general non-food ob-
jects or humans. These datasets include Caltech101 [29],
Caltech256 [30], the Images of Groups of People [31] and
Emotion6 [32]. We tried to cover a wide range of contents
in the non-food images and included some non-food images
visually similar to food, thus increasing the di�culty of clas-
sification task. For the training phase, we used 3,000 images
with 1,500 for food and 1,500 for non-food. The rest of the
dataset was equally divided into two subsets, with 500 im-
ages for each class in each subset, for validation and eval-
uation respectively. Figure 1 shows some examples of food
and non-food images in Food-5K.



Türk Sofrası-15
• Türk yemeklerine özelleşmiş ilk veri kümesi
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Google Images ile Veri Toplama
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Yemek Tanıma için Bütünleşik Veri Kümesi
• 113 farklı

yemek sınıfı

• Food-101 (97)
• Türk Sofrası

(15)
• Food-11K (1)
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Derin Evrişimsel Ağlar ile Yemek Tanıma
• Google Inception v3 modeli (Szegedy vd., 2016)
• ImageNet üzerinde öneğitim

• ~5 milyon parametre
• Inception modülü
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Veri Büyütme
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Sofrası veri kümesine, 1 tanesi (baklava sınıfı) Food-101 veri
kümesine aittir. Tüm dağılım Tablo 1’de görülebilir.

IV. YÖNTEM

A. Eğitim

Derin öğrenmede kullanılan ağlar, belli bir hiyerarşi içinde
tanımlı çok katmanlı yapıdadır. İlk katmanlarda verinin daha
basit öznitelikleri öğrenilirken, ileri katmanlarda bu basit özni-
telikler birleştirilerek daha karmaşık ve anlamsal bilgiyi kod-
layan öznitelikler öğrenilmiş olmaktadır. Örneğin; yüz tanıma
probleminde ilk katmanlarda görüntüdeki kenarlar öğrenilir-
ken; ileriki katmanlarda kenarların birleşimlerinden oluşan yüz
parçaları (göz, burun vb.) ve daha da ilerideki katmanlarda
bunların birleşiminden oluşan yüz öğrenilmiş olmaktadır.

Derin öğrenme güçlü bir öğrenme yaklaşımı olmasına
rağmen sıfırdan derin bir ağ modelini eğitmek çok fazla işlem
gücü ve zaman gerektirmektedir. Ancak öğrenme transferi
(transfer learning) uygulanarak bu problemin üstesinden gel-
mek mümkündür. Öğrenme transferinde; önceden eğitilmiş bir
derin öğrenme modeli alınmakta ve bu modelin ilk katmanların
kodladıkları basit öznitelik çıkarıcıların (kenarlar, şekiller vb.)
yeterince öğrenildiği ve bu özniteliklerin çoğunun farklı veri
kümeleri için ortak olduğu kabul edilerek sadece son katman-
larda ele alınan problem için yeni bir veri kümesiyle eğitim
gerçekleştirilmektedir. Bu sayede zamandan ve işlem gücünden
büyük oranda tasarruf edilmiş olmaktadır.

Öğrenme transferini uygulamak amacıyla deneylerde Go-
ogle tarafından geliştirilmiş ve eğitilmiş olan Inception v3
[10] derin evrişimsel sinir ağı modeli kullanılmıştır. Bu model
ImageNet [7] ile 1.000 sınıftan oluşan 1,2 milyon görüntü
ile eğitilmiştir. Bu modelin seçilmesinin nedeni bu modelin
ILSVRC2012 (Image-Net Large Scale Visual Recognition
Challenge 2012)’de en düşük hata oranına sahip olmasıdır. Ça-
lışmada önceki katmanlarının ağırlıkları sabit tutularak, sadece
son katmana ince ayar (fine-tuning) yapılmıştır.

Eğitim esnasında veri kümesinde her sınıf için veri arttırma
(data augmentation) yöntemleri kullanılarak örnek sayısı art-
tırılmıştır. Özellikle belirtmek gerekirse; görüntünün aynasını
alma (image mirroring), parlaklığını artırıp azaltma, gürültü
ekleme gibi görüntü işleme teknikleri (bkz. Şekil 3) kullanarak
her sınıfta toplamda 1000 adet görüntü olacak şekilde veri
kümesi büyütülmüştür. Böylece eğitimde toplamda 113.000
görüntü kullanılmıştır.

B. Uygulama Detayları

Literatürde kullanılagelen farklı derin öğrenme kütüpha-
neleri bulunmaktadır. Bu çalışmada Google Brain Team ta-
rafından geliştirilmiş açık kaynaklı bir kütüphane olan Ten-
sorflow [11] kullanılmıştır. Eğitim ve test işlemleri Nvidia
GTX960M GPU kartı üzerinde gerçekleştirilmiştir.

Derin öğrenmede her katmanın çıktısı kendisinden sonraki
katmanın girdisi şeklindedir. Model eğitilirken sadece son
katman eğitildiği için öncelikle görüntüler modelde son kat-
mana kadar işlenerek son katmanın girdilerini oluşturan filtre
çıktıları bulunmakta ve bunlar global görüntü özniteliği olarak
saklanmaktadır. Her görüntü için bu veri bulunduktan sonra
bunlar kullanılarak son katmandaki ağırlıklar eğitim süresince
öğrenilmektedir. Veri kümesindeki görüntülerin son katmana

yatay çevirme parlaklık arttırma parlaklık azaltma

yatay çevirme dikey çevirme gürültü ekleme

Şekil 3: Kullanılan veri büyütme teknikleri.

TABLO II: Sayısal sonuçlar.

Öğrenme oranı Test doğruluk oranı

0,05 %57,6
0,30 %62,7
0,70 %55,7

kadar işlenerek bu özniteliklerin çıkartılması ve saklanması
2 saat 24 dakika sürmüştür. 1.000 adım kullanılarak gerçek-
leştirilen ön eğitim, dosya tarama işlemi bittikten sonra 3
dakika 34 saniye sürmektedir. 10.000 adımla olan son eğitim
işlemi ise dosya tarama işlemi hariç tutularak 25 dakika 24
saniye sürmüştür. Tüm testlerde veri kümesinin %10’luk bir
kısmı test için, %10’luk bir kısmı doğrulama (validation)

için rastgele düzende ayrılmıştır ve veri kümesindeki tüm
görüntüler 299⇥ 299 piksel boyutuna getirilmiştir.

V. DENEYSEL SONUÇLAR

Model farklı parametreler ile eğitilerek test edilmiştir. İlk
olarak en iyi öğrenme oranını bulabilmek amacıyla model
farklı öğrenme oranları (learning rate) ile bir öneğitim ger-
çekleştirilmiştir. Eğitimin kısa tutulması amacıyla adım sayısı
(step size) olarak 1.000 kullanılmıştır. Parti büyüklüğü (batch)

ise 100 seçilmiştir. Farklı öğrenme oranlarının doğruluk ve
cross entropy hata grafikleri Şekil 4’te verilmiştir. Bu öğrenme
oranlarıyla elde edilen doğruluk oranları da Tablo 2’de gösteril-
mektedir. Bunlardan görülebileceği üzere 0.1’lik bir öğrenme
oranı ile %57,6’lik bir test doğruluk oranı yakalanmıştır. Öğ-
renme oranı 0,3’e yükseltildiğinde ise eğitim hızı artmış ve test
doğruluk oranı %62,7’ye yükselmiştir. Öğrenme oranın 0,7’ye
yükseltildiğinde ise test doğruluk oranı %62,7’den %55,7’e
düşmüştür.

Bu sonuçlardan yola çıkarak son deneyde öğrenme oranı
0,3 olarak alınmış ve parti büyüklüğü (100) aynı tutularak adım
sayısı 10.000 alınarak bir model eğitilmiştir. Bu model ile elde
edilen test doğruluk oranı %68,2 olarak hesaplanmıştır. Doğru-
luk ve çapraz entropi hata grafikleri Şekil 5’te görülebilir. Şekil
6’da bir kaç örnek yemek görüntüsü içim geliştirilen yöntemle
elde edilen ilgili tahminler yer almaktadır. Sağ üstte yer alan
görüntüdeki hamsi yemeği düzgün tespit edilebilmiştir. Sol üst
görüntü için en olası yemek sınıfı çiğ köfte çıkmışken, olasılık
bakımından ikinci sırada ise salata bulunmuştur. Bunun sebebi,
görüntüde hem çiğ köftenin hem de salatanın bulunmasıdır.
Sonuçlarda sağ altta yer alan görüntüdeki simit doğru tahmin
edilmesine rağmen, sol alttaki görüntüde kuru fasulyenin doğru
tahmin edilemediği gözlenmiştir. Birinci sırada bir İtalyan ye-
meği olan gnochi, ikinci sırada ise kuru fasulye bulunmaktadır.

yatay çevirme

orjinal görüntü parlaklık arttırma

gürültü eklemedikey çevirme

parlaklık azaltma



Gerçekleştirim Detayları
• Bütünleşik veri kümesinin %10’luk kısmı test için, %10’luk bir kısmı 

doğrulama (validation) kullanılmıştır.
• Veri kümesindeki tüm görüntüler 299 × 299 piksel boyutuna 

indirgenmiştir.
• Nvidia GTX960M GPU kartı üzerinde eğitim ve test
• Tensorflow kütüphanesi

• Derin öznitelik çıkarımı (son katmana kadar): 2 saat 24 dakika 
• 1.000 adım kullanılarak gerçekleştirilen öneğitim: 3 dakika 34 saniye 
• 10.000 adım kullanılarak gerçekleştirilen öneğitim: 25 dakika 24 saniye 
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Deneysel sonuçlar
• Öğrenme oranı: 0,3
• Parti büyüklüğü: 100
• Adım sayısı: 10.000
• Doğruluk oranı: %68,2

18

(a)

(b)

(c)

Şekil 4: Farklı öğrenme oranları için doğruluk ve çapraz
entropi hata grafikleri. (a) ⌘ =0,05 (b) ⌘ =0,30 (c) ⌘ =0,70.

(a) (b)

Şekil 5: Adım sayısı=10.000 ve ⌘ = 0, 30 için (a) doğruluk
grafiği, (b) çapraz entropi hata grafiği.

Tahminlerin ne kadar güvenilir olduğu rapor edilen olasılık
değerlerine bakılarak anlaşılabilmektedir.

Test için ayırmış olduğumuz veri kümesiyle yaptığımız
denemelerde elde ettiğimiz sonuçlar bize bazı sınıfların diğer-
lerinden daha iyi ayrıldığını göstermiştir. Örneğin, öğrenilen
model simit görüntüsünü bazen donut olarak algılayabilmek-
tedir. Bu görece beklenen bir sonuçtur çünkü ikisinin de şekli
birbirine benzemektedir. Bunu aşmak için öğrenme transferi
kullanarak sadece son katmanı eğitmek yerine, daha önceki
katmanların da eğitilmesinin gerektiği düşünülmektedir. Fakat
daha önceki katmanlardan eğitmek daha önce de belirtildiği
üzere daha fazla bellek, işlem gücü ve zaman isteyecektir.

VI. SONUÇ

Bu çalışmamızın sonucunda görüntülerde Türk yemekle-
rinin tanınması için TürkSofrası-15 isimli onbeş ünlü Türk
yemeklerinin görüntülerinden oluşan bir veri kümesi oluşturul-
muştur. Bu veri kümesi literatürde halihazırda mevcut olan ye-
mek veri kümeleri ile bütünleştirilmiş ve bu geniş veri üzerinde
derin evrişimsel sinir ağlara dayalı bir yemek tanıma sistemi
geliştirilmiştir. Veri kümesi daha da büyütülerek daha büyük
kapsamlı çalışmalarda kullanılabilir. Türk yemekleriyle ilgili

çiğ köfte: 0,878 hamsi: 0,587
salata: 0,038 baklava: 0,308
falafel: 0,021 havuçlu kek: 0,057
tuna tartare: 0,010 humus: 0,013

gnocchi: 0,311 simit: 0,969
kuru fasulye: 0,228 donut: 0,009
pirzola: 0,151 sarımsaklı ekmek: 0,007
ızgara somon: 0,150 soğan halkaları: 0,003

Şekil 6: Örnek sınıflandırma sonuçları. Her bir görüntü için ilk
dört olası tahmin gösterilmiştir.

kalori hesaplama, yemek tarifi bulma gibi problemler için de
önerilen veri kümesinden faydanılabileceği düşünülmektedir.
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Örnek Sonuçlar

19

cig kofte: 0.87750
salad: 0.03749
falafel: 0.02075
tuna tartare: 0.01002



Örnek Sonuçlar

20

hamsi: 0.58653
baklava: 0.30801
carrot cake: 0.05741
humus: 0.01253



Örnek Sonuçlar

21

simit: 0.96864
donut: 0.00905
garlic bread: 0.00673
onion rings: 0.00340



Örnek Sonuçlar

22

gnocchi: 0.31065
kuru fasulye: 0.22848
chop: 0.15065
grilled salmon: 0.15038

Gnocchi



Sonuç ve Gelecek Çalışmalar
• Türk yemeklerine özelleşmiş yeni bir veri kümesi

https://vision.cs.hacettepe.edu.tr/data.php

• Derin evrişimsel ağlar (Google Inception v3) ile ilk 
sınıflandırma sonuçları

• Veri kümesinin genişletilmesi

• Kalori hesaplama, yemek tarifi belirleme (Malmaud vd., 2015) 
gibi problemlere uyarlama

23



Teşekkürler

24



Ufak Bir Duyuru

25
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Bozkırda Yapay Öğrenme Yaz Okulu 2017
Bilgisayarlı Görü ve Robotik
21-24 Ağustos 2017, Beytepe, Ankara

SON BAŞVURU TARİHİ: 15 HAZİRAN 2017

http://byoyo2017.vision.cs.hacettepe.edu.tr
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Bu yıl, 21-24 Ağustos tarihlerinde Ankara’da Hacettepe Üniversitesi’nde düzenlenecek 
olan Bozkırda Yapay Öğrenme Yaz Okulu 2017 adlı lisansüstü yaz okulunu 
duyurmaktan mutluluk duymaktayız. 

Bu yaz okulu, geçtiğimiz yıl düzenlenen Yapay Öğrenme ve Bilgi İşlemede Yeni 
Teknikler Yaz Okulu 2016'nın devamı niteliğinde olup bu yılki temalar bilgisayarlı görü 
ve robotik olarak belirlenmiştir. Hedef kitle, bu alanlarda yüksek lisans ya da doktora 
çalışmaları yapan öğrenciler ile endüstrideki şirketlerde ilgili projelerde çalışan kişilerdir. 
Amaç, bu alanlarda araştırma yapmak için gerekli olan temel bilgileri öğretmek, alandaki 
son gelişmeler hakkında öğrencileri bilgilendirmek, araştırma konularını tartışmak ve 
katılımcılar ile alan uzmanları arasında etkileşim sağlamaktır. 

Toplam dört gün sürecek yaz okulunda, alanlarında seçkin araştırmacılar tarafından 
seminerler verilecektir. Konuşma aralarında, öğrenciler araştırma ve tez çalışmalarını 
poster halinde sunma imkanına sahip olacaklardır. Bu sayede öğretim üyeleri ve 
öğrencilerin tanışıp bilgi alışverişinde bulunacakları bir ortam oluşturulacaktır. 
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